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摘 要
随着抗生素耐药性问题的日益严峻，全球对新型药物的需求急剧增加。抗菌肽，作为一种具有广谱抗菌活性的
天然肽类物质，展现出对抗耐药性细菌的潜力。然而，传统的抗菌肽发现方法耗时耗力且效率低下，难以满足
迅速发展的医疗需求。近年来，机器学习和深度学习技术在生物信息学和序列分析中的应用为抗菌肽的高效预
测和设计提供了新的解决方案。本文综述了机器学习和深度学习在抗菌肽预测中的应用，从抗生素耐药性问题
引出抗菌肽的重要性，介绍了抗菌肽预测的挑战，以及基于机器学习和深度学习的预测模型和性能评估。尽管
面临诸多挑战，二者在抗菌肽研究中的应用仍具有巨大潜力，有望为解决抗生素耐药性问题提供新的策略。
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Abstract

As antibiotic resistance intensifies globally, the demand for novel drugs has surged dramatically. Antimicro-
bial peptides (AMPs), natural peptide substanceswith broad-spectrumantibacterial activities, have shownpo-
tential in combating resistant bacteria. However, traditionalmethods of discoveringAMPs are time-consuming,
labor-intensive, and inefficient, unable to meet the rapidly evolving medical needs. In recent years, the appli-
cation of machine learning and deep learning in bioinformatics and sequence analysis has provided new
solutions for the efficient prediction and design of AMPs. This paper reviews the applications of machine
learning and deep learning in AMP prediction, highlighting the significance of AMPs in the context of an-
tibiotic resistance. It discusses the challenges of AMP prediction and the predictive models and performance
evaluations based on machine learning and deep learning technologies. Despite numerous challenges, the
use of these technologies in AMP research holds significant potential and promises to offer new strategies to
address antibiotic resistance issues.
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1 引言
抗生素作为 20世纪的重要发现改变了医学，拯救了无数病人的生命。但是，在使用这些药物的同时，耐药性菌
株也迅速出现。比如假单胞菌属、肠杆菌属、窄嗜单胞菌属对头孢唑林这一种药物的耐药率就分别为 94.98%、
94.00%、96.49%[1]。根据世界卫生组织 (World Health Organization，WHO)的数据显示，在我国仅门诊感
冒抗生素的使用率就高达 75%，这远远高于国际上 30%的标准 [2]。如果耐药性进一步提升，据估计到了 2050
年，每年死亡人数就会达到 1000万 [3]。面对这一挑战，寻找能够解决抗生素耐药问题的新型药物变得尤为迫
切，而抗菌肽 (antimicrobial peptides,AMPs)因其独特的抗菌机制和广泛的抗微生物活性，被视为应对耐药性
危机有希望的解决方案。
人类第一次发现抗菌肽是在 1980年，Steiner、Boman等人 [4]从天蚕蛹中使用离子交换纯化分离提纯了蛋白
质 P9A和 P9B。这两种蛋白质对大肠杆菌和其他几种革兰阴性细菌具有潜在的抗菌活性，进而将其命名为天
蚕素 (cecropins)。抗菌肽是一类天然存在的、由 15至 50个氨基酸残基组成的小分子多肽，普遍存在于动植物
及微生物的免疫系统中，对抵御外来病原体入侵起到关键作用。这些分子通过破坏病原体细胞膜的完整性 [5]、
干扰细胞壁构建 [6]或抑制 DNA、RNA的合成 [7]等方式，对广泛的病原体（包括细菌、真菌、病毒及原生
动物等）展示出抗微生物活性。抗菌肽不仅因其对抗日益严重的抗生素耐药性问题提供了潜在的解决方案而具
有重要的生物医学价值，而且还展现了良好的热稳定性和对真核细胞的低毒性 [8]，为药物开发提供了优势。
随着研究的深入，传统的基于生物实验和经验分析的方法由于人工成本高昂和效率低下等原因逐渐不能满足新
型抗菌肽发现的需求 [9]。在此背景下，机器学习技术，作为深度学习的前身和基础，通过算法和统计模型的
应用，使计算机系统能够基于数据进行学习和改进；深度学习技术通过模拟人脑的神经网络结构来从大量数据
中自动提取特征，使得加速抗菌肽的发现过程。这种技术不仅降低了研究难度和成本，也为解决抗生素耐药问
题和开发新型抗感染治疗手段开辟了新的道路。
本综述采用了文献回顾的方法，旨在全面梳理和评估机器学习和深度学习技术在抗菌肽发现和功能预测当中的
运用。通过详细分析从 2010年到 2023年间发表的文献，我们汇总了领域内的主要成就技术进展以及面临的挑
战。文章的目的是提供一个清晰的视角，从基本的科学研究到它们在现实世界的实际应用，展示这些先进的计
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算技术是如何帮助人们发现新的抗菌肽。此外，我们也将讨论这些技术在提高预测准确性、降低计算成本以及
加速药物研发进程中的具体应用，从而为抗生素耐药性的问题提供可行的解决策略。

2 机器学习和深度学习预测模型
在机器学习和深度学习的前沿，预测抗菌肽的研究正以前所未有的速度推进，这得益于二者的模型在数据处理
和模式识别方面的显著能力。这些模型能够从复杂的生物序列数据中学习，揭示与抗菌活性相关的深层次特征，
从而为识别潜在的新型抗菌肽提供了强大的工具。

2.1 传统机器学习模型
为了高效准确地预测和分类 AMPs，多个研究团队利用机器学习技术开发了不同的计算模型。这些模型主要采
用了如支持向量机（SVM）、随机森林（RF）、判别分析（DA）等机器学习算法。SVM是一种监督学习方法，
用于分类和回归分析；RF是一种集成学习方法，通过构建多棵决策树来提高预测的准确性；DA是一种统计分
类技术，用于找出不同类别或群组之间的差异。这些方法的应用不仅加速了AMPs的发现过程，也为理解其作
用机制提供了新的视角。
Lata等 [10]利用支持向量机技术开发了一个名为 AntiBP2的模型，用于预测和分类抗菌肽。他们通过分析抗
菌肽的N端和 C端特定残基的偏好性，以及整个肽段的氨基酸组成，来进行抗菌肽的预测。在AMPscanner数
据集 [11]上，模型展示了 87.91%的敏感度，90.80%的特异度，89.37%的准确率，0.7876的MCC以及 89.36%
的 AUC-ROC，表明该模型能有效预测和分类抗菌肽，对于抗生素抗性菌株的研究具有重要价值。Xiao等 [12]
开发了一个名为 iAMP-2L 的两级多标签分类器，用于识别抗菌肽及其功能类型。该模型采用了模糊 K 最近
邻（FKNN）算法与伪氨基酸组成（PseAAC），结合五种物理化学属性来特征化 PseAAC的组成部分。特别
地，该模型在预测 AMP和 AMP功能类型识别中均展现出良好的性能，敏感度 97.72%、特异性 86.74%、准
确率 92.23%、MCC为 0.8446，证明了其在抗微生物肽识别和功能分类方面的有效性和优势。Meher[13]等开
发了一个基于支持向量机的计算方法名为 iAMPpred。该方法通过整合抗菌肽的组成、物理化学和结构特征到
伪氨基酸组成中，并利用了支持向量机的非参数学习技术进行抗菌肽的预测。在 iAMP-2L数据集 [12]中展示
了 0.91的MCC，98%的 AUC-ROC，99%的 AUC-PR。在 AMPscanner数据集 [11]中展示了 89.33%的敏感
度，87.22%的特异度，88.27%的准确率，0.7656的MCC，以及 94.44%的 AUC-ROC。Porto等 [14]利用持
向量机模型开发了一种针对含半胱氨酸稳定肽的抗菌活性预测方法 CS-AMPPred。模型基于五种序列描述符：
α-螺旋和环形成的指数，以及平均净电荷、疏水性和灵活性的平均值。在径向展示了 94.67%的敏感度，85.33%
的特异度，90.00%的准确率，以及 0.80的MCC。Chung等 [15]通过支持向量机和决策树等算法，构建了用
于预测抗菌肽及其功能活性的模型 AMPfun。在抗革兰阴性菌时展示了 85.63%的敏感度、65.22%的特异度、
74.06%的准确率、0.5086的MCC，以及 85.90%的AUC-ROC。这些数据表明了模型在抗菌肽识别和分类任务
上的有效性，尽管特异度略低，但高敏感度和 AUC-ROC值确保了模型具有较好的识别能力。Thomas等 [16]
创建了 CAMP数据库，收集了 3782个抗微生物肽（AMPs）序列，并开发了基于随机森林（RF）、支持向量
机（SVM）和判别分析（DA）的机器学习算法来预测AMPs。这些模型在测试数据集上的准确率分别为 93.2%
（RF）、91.5%（SVM）和 87.5%（DA）。CAMP数据库旨在促进对AMPs序列与其活性和特异性关系的研究，提
供了一个有价值的资源，以支持 AMPs在治疗中的应用和研究。Bhadra等 [17]提出了 AmPEP，一种基于随
机森林算法的抗菌肽预测模型，依据氨基酸属性的分布模式进行。利用包含 3268个AMP和 166791个非AMP
序列的大型数据集，通过 10折交叉验证评估了不同正负样本比例下 19种 RF分类器。最优模型在 1:3的数据
比例下表现出高精度（96%）、0.9的MCC、0.99的 AUC-ROC，展示了机器学习预测抗菌肽的能力。
在抗菌肽的预测和分类任务中，多种传统机器学习方法已被成功应用。其中，支持向量机（SVM）、随机森林

56



人工智能前沿与应用

（RF）和判别分析（DA）等算法广泛用于处理复杂的生物数据。这些方法的优点在于它们能够有效地处理工业
应用中的非线性问题 [47–52]，并在有限的样本数据中仍能提供较高的准确性和稳定性。
支持向量机（SVM）通常用于分类问题，通过最大化决策边界的边距来提高分类性能。例如，AntiBP2模型就
显示了良好的敏感度和特异性。随机森林（RF）是一种集成学习技术，通过构建多个决策树来提高预测的准确
性，如 AmPEP模型所示，该模型在大型数据集上展现了高精度。判别分析（DA）通过识别不同类别间的差异
来分类，有效用于简化复杂的分类问题，例如 Thomas等开发的模型有着较高准确率。
尽管这些传统机器学习方法 [53–61]在抗菌肽研究中取得了显著成果，它们也存在一些局限性。首先，这些方
法通常需要人工设计特征，这不仅耗时而且可能因专业知识限制而影响特征的选择。其次，当遇到非常大的数
据集时，这些算法可能会遇到计算效率和处理能力的挑战。此外，这些模型的解释性可能不如新兴的深度学习
模型，尤其是在生物医学领域，因为科学家们往往需要理解模型的决策过程来进行科学假说的验证。
因此，尽管传统机器学习方法在预测和分类抗菌肽方面具有一定的有效性，但为了解决这些限制并进一步提高
模型的性能和解释性，研究者开始转向更为复杂的深度学习技术 [62–72]。深度学习模型能够自动从数据中学
习特征，不需要复杂的预处理或特征工程，从而可能提供更优的预测效果和更深的生物学洞见。

2.2 深度学习模型
2.2.1 卷积神经网络（CNN）
卷积神经网络（CNN）是一种多层网络结构的学习算法 [18],卷积计算是其基本的运算，网络结构一般分为特
征提取阶段和分类识别阶段，具体来讲，包括卷积层和池化层等（如图 1所示）。CNN对平移、扭曲和缩放具
有一定程度的不变性，显示出强大的鲁棒性和容错能力。这些特点使 CNN在处理图像、视频、语音和文本数
据时能够有效降低网络的复杂度，减少训练参数数量，从而提高训练效率。在抗菌肽预测方面，CNN能够从
序列数据中自动学习到复杂的模式，识别出对分类有决定性意义的特征，从而提高预测的准确性和效率 [19]。

图 1. CNN神经网络结构图

2020年，YAN等 [20]发布了Deep-AmPEP30模型。它是一种基于深度学习的方法，旨在预测短链抗菌肽。该方
法结合了卷积神经网络（CNN）和一种简化的氨基酸组成（RAAC）特征集，以提高预测性能。Deep-AmPEP30在
模型MLACP的数据集上表现出较传统机器学习方法更高的准确性，包括 76.60%的敏感度，77.66%的特异度，
77.13%的准确率，以及 0.5426的MCC。此外，通过应用Deep-AmPEP30筛选候选抗菌肽，并通过实验验证发现
了一种具有强抗菌活性的新肽。这种新发现的抗菌肽命名为 P3，其氨基酸序列为 FWELWKFLKSLWSIFPRRRP，
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长度为 20个氨基酸残基。P3显示出对枯草芽孢杆菌和副溶血性弧菌的强抗菌活性，其效力与氨苄青霉素相当。
2023年，Xu等 [21]基于卷积神经网络的两阶段计算框架开发的 iAMPCN，旨在识别抗菌肽及其功能类型。这
个模型采用了独特的编码方案，包括一位热编码（one-hot encoding）、BLOSUM62 编码、AAIndex 编码和
PAAC编码来表示肽序列。在第一阶段，模型利用这些编码方案将肽序列转换为数值矩阵，然后应用 CNN进
行特征提取和学习。在第二阶段，模型对提取的特征进行分类，以预测抗菌肽及其特定的功能活性。该框架的
开发充分利用了多种类型的氨基酸信息，以增强模型对抗菌肽的识别能力。通过结合综合的训练和独立测试数
据集，iAMPCN在预测抗菌肽及其功能活性方面展现出优越的性能。这种两阶段方法不仅提高了预测的准确
性，还为抗菌肽的功能分类提供了一种有效的计算工具数据。此外，Bileschi[22]在 2022年研制的 ProtCNN
是一个基于卷积神经网络的模型，旨在通过不对齐的氨基酸序列直接预测蛋白质的功能注释。该模型采用了卷
积残差网络（ResNet），引入了扩展的卷积操作来有效处理未对齐的蛋白质序列数据。这种方法让模型能够在
不显著增加参数数量的情况下，学习序列的局部和全局信息。ProtCNN通过将输入序列映射到低维特征向量，
然后应用线性变换预测每个候选输出类的置信分数，实现对蛋白质功能的准确预测。该模型在 Pfam数据库上
的注释任务中，展现了超越现有基于对齐方法的高准确性，有效地注释了未知家族的序列。尽管 ProtCNN模
型并非专门设计用于预测抗菌肽，其在蛋白质功能注释方面的应用却暗示了其对识别和发现抗菌肽具有潜在价
值。抗菌肽，作为一类具有明确生物活性的小分子蛋白质，其功能和活性通常与其氨基酸序列的特定模式紧密
相关。因此，利用 ProtCNN这样的深度学习模型，能够在未经对齐的广泛蛋白质序列数据中，识别出具有潜
在抗菌活性的新型抗菌肽。

2.2.2 基于 Transformer模型
Transformer算法是一种基于自注意力机制（Self-Attention）的模型，它能够处理序列数据，并且不依赖于先
前的序列操作（如图 2所示）。Transformer有更高的并行化效率，这使得它在处理文本和其他序列数据时更为
有效。与 CNN相比，它可以并行输入而非一一输入并存储好位置关系，提高效率减少存储 [23]。
Lee 等 [24] 利用 Transformer（BERT）架构开发的 AMP-BERT，旨在通过深度学习技术改进抗菌肽的识别
和功能预测。该模型通过对肽序列进行编码和分类，能够准确地区分抗菌肽与非抗菌肽，并对它们可能的抗
菌活性进行预测。与其他方法相比，AMP-BERT展现了更高的预测性能，如在 AMPscanner数据集 [11]上，
AMP-BERT有着 87.60%的敏感度，63.52%的特异度，76.04%的准确率。AMP-BERT不仅提高了预测抗菌肽
的准确性，还通过其注意力机制提供了对预测过程的深入理解。Cao等 [25]结合 Transformer（BERT）、序
列生成对抗网络 (SeqGAN)、多层感知机 (MLP)技术研发了抗菌肽模型。他们还运用了 AlphaFold2进行结
构预测，并通过分子动力学 (MD)模拟来评估肽的稳定性。在独立测试集上，该方法的敏感度为 95.06%，特
异度为 88.04%，准确率为 88.05%，展示了该模型在抗菌肽设计领域的优异性能。其中，发现氨基酸序列为
DTFGRCRRWWAALGACRR的A-222肽对多种细菌显示出显著的抗菌活性，进一步证明了深度学习在加速抗
菌肽发现方面的潜力。Xing等 [26]利用了基于 BERT特征提取方法开发了一种新型的抗菌肽预测模型，命名
为 iAMP-Attenpred。作者把预处理后的氨基酸序列作为“词”输入到 BERT预训练模型进行特征编码，然后
将特征输入到 CNN-BiLSTM-Attention的组合模型中，以更好地区分特征。最后，使用一个平坦化层和多个全
连接层进行最终的AMPs分类。作者选用了 iAMP-2L的数据集 [12]进行了多次交叉验证。模型展示了 97.91%
敏感性，98.81%特异性，98.63%精确率，0.9677的 MCC。这进一步证明了使用 BERT方法捕获肽序列的有
效特征信息并结合多个深度学习模型对于预测抗菌肽是有效和有意义的。Xu等 [27]利用 BERT的深度语言理
解能力和 Text-CNN技术的文本分类精准度开发了一种高效的抗菌肽识别模型，旨在提高抗菌肽序列的自动识
别准确性。通过在模型 iAMP-2L的数据集 [12]上的应用，该模型展示了 98.91%的敏感度、96.69%的特异度、
97.77%的准确率以及 0.9557的 MCC。这一成果为抗菌肽的研究提供了一种新颖且有效的识别工具，有助于
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图 2. Transformer模型结构图

加速抗菌肽的发现和应用研究。Zhang等 [28]基于 BERT的模型开发了一种新的抗菌肽识别算法。他们首先
在 UniProt蛋白质数据库中预训练 BERT模型，然后在六个具有较大差异的 AMP数据集上进行微调和评估并
使用不同的词汇分割方法对肽链进行试验。在模型 iAMP-2L的数据集 [12]上，采用词汇分割方法并设置 k=1，
即将序列切分为长度为 1的子序列进行处理时，模型展示了 99.02%的敏感度，96.41%的特异度，97.72%的准
确率，以及 0.9547的MCC。这种精细化的词汇分割策略突显了模型在精确识别抗菌肽方面的显著优势，表明
了即使在处理极其细节的序列信息时，模型也能保持高度的性能表现。
另外，一直限制抗菌肽发展的一个问题是抗菌肽的溶血问题。由于收集到的溶血数据较少，目前溶血预测模型较
少 [29]。Salem等 [30]通过转移学习方法并基于大型 Transformer开发了一个深度学习模型，名为AMPDeep，
用于预测抗菌肽的溶血活性。他们首先利用一个大型的预训练的变换器模型（Prot-BERT-BFD），在大量的蛋
白质片段上进行预训练，以获取有用的蛋白质序列知识。接着，为了解决训练数据量小的挑战，他们通过转移
学习对肽进行选择性微调，并在训练过程中冻结了部分模型参数，减少训练的参数数量。在 RNN-Hem数据集
上，AMPDeep模型展示了 79.97%的准确率，0.8324的MCC。这些结果表明，AMPDeep在溶血活性预测方
面优于之前的方法，突出了深度学习和转移学习在提高抗菌肽设计精度中的潜力。

2.2.3 循环神经网络（RNN）以及长短期记忆网络（LSTM）
循环神经网络（RNN）是深度学习中一类用于处理序列数据的网络，特别擅长处理时间序列或连续数据流的任
务。RNN的核心特点是它们在模型内部维持一个自我更新的状态，允许它们将过去的信息传递到当前的处理
过程中。这种能力使得 RNN理想用于语言模型、文本生成、语音识别和其他需要考虑数据时间依赖性的应用
（如图 3所示）。然而，标准 RNN在处理长期依赖问题时表现不佳。这是因为在训练过程中，RNN可能遇到梯
度消失或梯度爆炸的问题，这使得网络难以学习和保留长时间序列中的信息。为了克服这一挑战，长短期记忆
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网络（LSTM）被提出。LSTM是一种特殊类型的 RNN，设计用来解决标准 RNN在处理长期依赖时遇到的困
难。与传统 RNN相比，LSTM的主要优点是它可以学习长期依赖信息，依靠其独特的门控机制，包括遗忘门、
输入门和输出门。这些门控制着网络的记忆，使 LSTM能够在需要时保留或忘记信息，从而有效地处理序列数
据中的长距离依赖问题，改善了梯度消失的问题 [31]。

图 3. RNN神经网络结构图

Hamid等 [32]结合 RNN和词嵌入技术（Word2vec）来预测新的抗菌肽，从而克服了基于序列相似性搜索在发
现低复杂性和高变异性的抗菌肽序列方面的局限性。在性能上，展示的召回率和 F1均高于传统模型，展现了其
优越性。Wang[33]等人开发了一种基于增强双向长短期记忆网络（EBiLSTM）的深度学习模型AMP-EBiLSTM，
旨在准确预测抗菌肽。通过结合多种特征提取方法，如二进制轮廓特征（BPF）和伪氨基酸组成（PSEAAC），
该模型在 AMP-11053数据集上的五折交叉验证中表现出色，特异性为 96.54%，准确率达到 96.85%。此外，该
模型在外部验证集AMP-2211上也展现了良好的泛化能力。这些结果表明，AMP-EBiLSTM模型在抗菌肽预测
方面优于传统的深度学习和集成学习模型，展现了深度学习在生物分子研究中的潜力和应用价值。Garlick等
[34]利用了长短期记忆网络（LSTM）和双向 LSTM（BiLSTM）模型来设计和分类新的抗菌肽，特别是针对大
肠杆菌（E. coli）。通过贝叶斯超参数优化技术来训练和优化这些模型，研究团队能够生成具有潜在抗菌活性
的新抗菌肽序列。例如，模型版本 4展示了 93.8%的敏感度，96.9%的特异度和 95.3%的准确率，展示了模型
的强大性能。Nagarajan等 [35]利用通过分析已知抗菌肽序列中氨基酸残基的排列和频率，他们生成了 10种
肽，并对它们进行了实验测试，发现这些肽具有广谱抗菌活性。特别是，他们发现NN2_0050和NN2_0018对
多重耐药临床分离株，包括大肠杆菌、鲍曼不动杆菌、克雷伯菌属肺炎菌、铜绿假单胞菌、金黄色葡萄球菌和
凝固酶阴性葡萄球菌等具有活性。Youmans等 [36]采用了长短期记忆网络、随机森林（RF）算法和 k-最近邻
（kNN）算法来分类抗菌和非抗菌肽。这些方法在一个含有抗菌肽和假定非抗菌肽的相同数据集上进行了比较。
在原始数据集上，包含二级结构的 LSTM模型取得了 95.79%的准确率和 0.9095的 MCC值。这些结果表明，
LSTM模型在抗菌肽的分类任务中表现优异，凸显了循环神经网络在处理序列数据时的有效性。Li等 [37]开
发的 AMPlify模型采用深度学习技术，特别是结合了双向长短期记忆网络、多头自注意力机制（MHSDPA），
以及上下文注意力（CA）层来预测抗菌肽（AMPs）。模型通过集成学习进一步提升性能，采用了二元交叉熵作
为损失函数，Adam算法用于权重优化，同时应用了 Dropout技术防止过拟合。模型展示了 92.93%的敏感度、
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94.49%的特异度、93.71%的准确率，突显其在抗菌肽识别任务上的高效性和准确性。Lin等 [38]利用长短期
记忆网络开发了一个模型，使得模型能够有效处理序列数据，捕捉肽序列的长距离依赖性。通过这种方法，模
型能够从序列中学习复杂的模式，提高识别AMPs的准确性。在 iAMP-2L数据集 [12]中，模型展示了 98.15%
的敏感度，94.23%的特异度，96.16%的准确率，以及 0.9122的MCC。
模型除了单独使用以外也可以结合使用。Mao[39] 等开发了 AMPTrans-lstm 模型，结合了长短期记忆网络
（LSTM）和 Transformer模型，用于设计新型抗微生物肽。该模型通过在大数据集上进行预训练和微调，成功
生成了具有高度多样性和新颖性的抗菌肽候选物。性能评估通过交叉验证显示了 96%的敏感度，95%的特异
度，96%的准确率，0.91的MCC。这些结果表明 AMPTrans-lstm能够有效地生成具有潜在抗微生物活性的新
型肽序列。Li等 [40]开发了名为 AMPpred-MFA的模型，采用堆叠架构、多重特征和多头注意力机制，基于
双向长短期记忆网络（LSTM）和卷积神经网络（CNN）对抗菌肽（AMPs）进行识别。AMPpred-MFA展示
了 94.6%的敏感度、94.1%的特异度、94.3%的准确率、0.886的MCC。这些结果突出了 AMPpred-MFA在识
别抗菌肽方面的优异性能，尤其是在整合多重特征和多头注意力机制以提高预测准确性和解释能力方面的创新
应用。

2.2.4 其他深度学习模型
深度神经网络（DNN）是一种模拟人脑的多层结构来实现特征抽取和数据表示的模型。通过将连续的特征并
置在一起，深度神经网络能够构建高维特征，以充分揭示特征之间的相关性。这种方法能够逐级抽取信息特征，
从而逐步形成适合模式分类的特征表示 [41]。Veltri等 [11]开发了一个深度神经网络模型 AMPscanner。此模
型旨在通过自动提取序列特征来改善 AMP的识别性能，从而无需手动构建特征。此外，作者还探索了通过减
少氨基酸种类来有效识别 AMP的可能性，即通过减少氨基酸字母表来保持良好的 AMP识别准确性。模型展
示了 96.48%的敏感度、92.13%的特异度、91.01%的准确率、0.8204的MCC、89.89%的AUC-ROC。这些结果
表明，所提出的 DNN模型在识别抗菌肽方面具有显著的优势，尤其是在处理复杂序列特征和识别模式方面的
能力上超过了传统方法。Dua等 [42]探索了多种深度神经网络架构，以改进抗微生物肽（AMP）的识别。作
者采用不同的序列表示方法和网络层结构，包括卷积层、最大池化层、长短期记忆层，并引入了注意力机制。
其中 DNN-Conv2模型在 AMPscanner数据集上的多个性能指标上显示出优于或等同于原始 DNN模型的性
能：准确率为 92.6%，AUROC值为 0.972。图卷积网络（GCN）是一种深度学习方法，专门用于处理图结构
数据，具有强大的特征表征能力 [43]。与传统的 CNN不同，CNN主要处理规则的网格数据，GCN能够直接
在图上进行操作，捕捉复杂的图结构特征。Sun等 [44]开发了一个基于图卷积神经网络（GCN）的框架，名
为 LABAMPsGCN，用于识别乳酸菌抗菌肽。通过构建一个包含氨基酸、二肽、三肽及其关系的异质图，并通
过 GCN学习图的权重，实现了对抗菌肽的识别。在两个训练数据集上应用 10折交叉验证，准确率分别达到了
91.63%和 93.79%，在一个独立测试数据集上，准确率分别为 91.30%和 92.91%，这些结果高于其他机器学习
和 GNN算法，展示了该方法在乳酸菌抗菌肽预测方面的优越性能。

2.3 传统机器学习与深度学习的结合
传统机器学习算法通常需要人工设计特征，在处理复杂的生物序列时可能会限制模型的表现力和泛化能力，深
度学习模型往往需要大量的标记数据和显著的计算资源，且在模型解释性方面可能不如传统机器学习算法。面
对这些挑战，研究人员开始探索将深度学习和传统机器学习技术结合起来，旨在互补各自的不足，以实现更高
效、更准确的生物信息学预测模型（如图 4所示）。
Xiao 等 [45] 开发了一种名为 iAMP-CA2L 的新型 CNN-BiLSTM-SVM 分类器，该分类器基于细胞自动机图
像，用于识别抗菌肽及其功能类型。该模型通过结合卷积神经网络、双向长短期记忆网络（BiLSTM）和支持
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图 4. 传统机器学习与深度学习结合的工作流程

向量机（SVM），实现了对抗菌肽序列的高效特征提取和分类。在 iAMP-2L数据集 [12]上，该模型的第一层
展示了 94.58%的敏感度，91.61%的特异度，93.08%的准确率，以及 0.8620的MCC。Sharma等 [46]提出的
AniAMPpred，利用一维卷积神经网络深度学习架构并嵌入 word2vec来处理动物肽序列，捕捉序列数据中的
局部模式和特征。接着采用 SVM进行分类学习。在测试集上，模型的准确率高达 96.35%，体现了深度学习和
传统机器学习技术结合的力量。

3 对比分析
在本综述中，我们细致探讨了基于机器学习和深度学习的不同模型在预测抗菌肽方面的应用。这些模型通过从
生物序列数据中学习，揭示了与抗菌活性相关的深层次特征，显示出在抗菌肽预测研究中的巨大潜力。但由于
它们在测试集选择、模型结构以及训练方法等方面的差异，各自的性能表现存在差异。特别是由于某些模型采
用的测试集并未公开，这为直接比较它们的性能带来了挑战。因此，我们重点比较了在相同测试集，即 iAMP-2L
和 AMPscanner上评估的模型，以便于更公平、更一致的性能对比。值得注意的是，图 5中 iAMPpred模型
的敏感度、特异度和准确率数据未被列出。这一情况是因为 iAMPpred模型的初衷是通过计算 AUC-ROC和
AUC-PR来验证模型的性能，其研发者主要关注模型在整体性能指标上的表现，而非单独的分类阈值下的表现。

表 1. 使用 iAMP-2L测试集的模型性能对比
模型名称 使用方法 敏感度（%） 特异度（%） 准确率（%） MCC AUC-ROC（%） AUC-PR（%）
iAMP-2L[12] KNN 97.72 86.74 92.23 0.8446 - -
iAMPpred[13] SVM - - - 0.91 98 99
iAMP-Attenpred[26] BERT 97.91 98.81 98.63 0.9677 - -
Xu等人研发的模型 [27] BERT 98.91 96.69 97.77 0.9557 - -
Zhang等人研发的模型 [28] BERT 99.02 96.41 97.72 0.9547 - -
Lin等人研发的模型 [38] LSTM 98.15 94.23 96.16 0.9122 - -
iAMP-CA2L[45] CNN+LSTM+SVM 94.58 91.61 93.08 0.8620 - -

iAMP-Attenpred模型 [26]高特异性、高准确率以及较高的MCC表明该模型具备以下几个主要优势：该模型
使用 BERT预训练模型来处理预处理后的氨基酸序列，这是一种强大的特征提取方法。BERT模型能够理解序
列中每个氨基酸的上下文关系，这对于理解复杂的生物序列结构非常重要。通过这种方式，模型可以捕捉到隐
藏在序列深层的生物信息，这些信息对于精确预测 AMPs是关键；iAMP-Attenpred模型不仅使用了单一的深
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图 5. 使用 iAMP-2L测试集的模型性能对比

度学习结构，而是结合了卷积神经网络（CNN）、双向长短期记忆网络（BiLSTM）和注意力机制。这种组合
模型可以从不同的角度理解序列数据。其中 CNN可以有效地捕捉局部模式，BiLSTM强于处理序列数据中的
时间或序列依赖性，可用来捕获序列中的长距离依赖关系。注意力机制使模型在序列的不同部分分配不同的重
要性，从而更加关注对分类最关键的部分；使用平坦化层和多个全连接层进行最终的 AMPs分类，这确保了
从深度网络中提取的特征被有效地用于最终的分类任务。此外，采用 iAMP-2L数据集进行的多次交叉验证不
仅提高了模型的鲁棒性，也确保了结果的可靠性和泛化能力。Zhang等人 [28]开发的基于 BERT的抗菌肽识
别模型表现出非常高的敏感度，以下因素共同作用，使得模型在敏感度方面表现出色：使用 k=1的词汇分割
方法，即将序列切分为长度为 1的子序列，这种方法使得模型能够在最基本的氨基酸级别上进行学习和识别。
这种精细化的特征提取策略有助于捕获序列中的微妙差异和重要信号，从而提高模型对实际抗菌肽的识别敏感
度；BERT模型的强大特征编码能力，加上单个氨基酸级别的分析，模型可以更准确地识别出哪些特征是抗菌
肽以提高敏感度。

表 2. 使用 AMPscanner测试集的模型性能对比

模型名称 使用方法 敏感度（%） 特异度（%） 准确率（%） MCC AUC-ROC（%）
AMPscanner[11] DNN 96.48 92.13 91.01 0.8204 89.89
AntiBP2[10] SVM 87.91 90.80 89.37 0.7876 89.36
iAMPpred[13] SVM 89.33 87.22 88.27 0.7656 94.44
AMP-BERT[24] BERT 87.60 63.52 76.04 - -
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根据对比，使用 BERT算法的模型在 iAMP-2L测试集上显示出较高的性能。然而，在 AMPscanner测试集上，
DNN算法的 AMPscanner模型表现较好，达到了 96.48%的敏感度、92.13%的特异度、91.01%的准确率和
0.8204的MCC。这说明不存在一种普遍适用的最佳模型，而是根据预测任务的具体需求，选择最合适的模型
变得至关重要。所以，模型的选择需要综合考虑多个因素，包括但不限于数据的特性、预测任务的复杂性以及
模型的可解释性。

4 结语
本文探讨了抗菌肽预测模型的当前状况和发展前景。首先简单介绍了抗菌肽及其抗菌原理，接着介绍了机器学
习和深度学习的抗菌肽预测模型，最后对比分析了模型性能。
然而，尽管这些模型在抗菌肽预测方面取得了进展，但仍面临一系列挑战。抗菌肽的溶血性问题是一个重要的
安全性考量，因为溶血性强的肽可能会破坏人体红血球，限制了其临床应用。此外，机器学习模型的表现力和
泛化能力容易受到特征选择和模型复杂度的限制，而深度学习模型则依赖大量标注数据和计算资源。
随着人工智能技术的不断进步和生物医学领域数据的日益丰富，我们有理由相信，未来抗菌肽预测模型将更加
精准和实用。这不仅能加速发现新型抗生素，还有望为抗击耐药性微生物提供更有效的解决方案。尽管道路充
满挑战，但随着科学技术的发展和研究方法的创新，抗菌肽研究的未来充满希望。

创新说明
本论文在探讨抗菌肽预测领域的研究中做出了重要贡献。通过综述机器学习和深度学习在该领域的应用，论文
引出了抗生素耐药性问题并凸显了抗菌肽在解决这一问题中的关键作用。
在介绍抗菌肽预测的挑战时，不仅关注了数据稀缺性和样本不平衡等常见问题，还深入剖析了预测模型需要克
服的复杂生物学特征和序列结构。与此同时，论文不仅仅介绍了传统机器学习方法在抗菌肽预测中的应用，还
强调了深度学习技术在该领域的崭新应用和巨大潜力。
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